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1. Resumen 

 

El color se ha utilizado como un indicador del estado de maduración en el sector 

agroindustrial de aceite de palma. Actualmente, este parámetro se evalúa manualmente 

mediante inspección visual del cosechero, lo que conlleva a que la detección de la calidad 

del fruto de palma de aceite (RFF) sea subjetivo y se presente disminución de la calidad del 

aceite de palma. Este trabajo presenta el desarrollo de un sistema de clasificación 

automatizado de fruto de palma de aceite utilizando las características de color de imágenes 

en campo para clasificar el estado de maduración del racimo de palma africana. Esta 

metodología utiliza técnicas de procesamiento de imágenes tal como K-Nearest Neighbours. 

El enfoque propuesto en esta investigación utiliza Redes Neuronales Artificiales (ANN), 

Redes Neuronales Convolucionales (CNN) y algoritmos de Random Forest (RF), para 

clasificar el RFF en las siguientes cinco estados de maduración: verde, verde-madura, 

madura, madura-sobremadura y sobremadura. Finalmente la predicción de producción de 

aceite. Se realizaron pruebas en un conjunto de datos de un total de 250 imágenes (50 

imágenes para cada una de las cinco categorías de RFF  

 El análisis de componentes principales y las técnicas de análisis discriminante por pasos se 

utilizaron para reducir las características de color y las características reducidas se enviaron 

a los algoritmos de clasificación. El resultado mostró que el mejor clasificador es la red 

convolucional, alcanzando un 94% de efectividad en la clasificación.  

2. Introducción 

 

Uno de los factores más importante para la agricultura es la calidad de los productos. En un 

mercado competitivo como el de hoy, este factor influye en los costos de producción del 

sector. Un producto agrícola se clasifica a menudo por la forma, la textura y más comúnmente 

por su color. Estas características son generalmente observadas por los actores que están 

involucrados en la cosecha y en el procesamiento del fruto quienes determinan el estado de 

maduración y realizan la clasificación manualmente. Sin embargo, este método de 

clasificación no es confiable, lo que puede resultar en un producto de menor calidad y 



sobrecostos por tratamientos adicionales. Esta investigación se centra  (con la ayuda de los 

conceptos de procesamiento de imágenes) en automatizar la clasificación de la ruta en campo 

y con condiciones ambiente reales. 

Para la industria de la palma de aceite el color ha sido una guía importante para determinar 

si el contenido de aceite ha alcanzado un máximo tal que el racimo de frutas esté listo para 

el corte (Ng, 1957). Dos indicadores principales, es decir, la tasa de extracción de aceite 

(OER) y el nivel de ácidos grasos libres (AGL), pueden indirectamente influir en la 

rentabilidad de cualquier empresa de plantación. 

El estándar estipula que la tasa de extracción teórica es entre 21–25% y el contenido de AGL 

no debe ser mayor que 5% (Ng, 1957). Se ha determinado que este es el resultado del 

procesamiento de racimos de frutos frescos (RFF) de mala calidad, de hecho por cada 1% de 

los racimos verde presente, la OER disminuirá en un 0.13%, mientras que el contenido de 

AGL aumentará linealmente a medida que el porcentaje de racimos sobremaduros ingresen 

a la tolva (Siregar, 1976). 

La evaluación de la maduración y el control de calidad de RFF en la industria de la palma de 

aceite son cruciales para la evaluación de los resultados del procesamiento (Wood et al., 

1984). En este sentido, la percepción del color es muy importante para indicar la madurez y 

los defectos de la fruta. En la naturaleza, una palma de aceite produce continuamente RFF y 

la cantidad de aceite en sus frutos alcanza un máximo, después de lo cual disminuye debido 

a la hidrólisis de la grasa y la síntesis de ácidos grasos libres (Southworth, 1976). 

El RFF pasa por varias etapas desde la antesis de la flor hasta que el fruto está maduro. La 

etapa inmadura tiene el menor contenido de aceite y el fruto es de color púrpura oscuro. A 

medida que la fruta va madurando, el contenido de aceite se incrementa (lipogénesis). La 

fruta madura tiene un color naranja rojizo y tiene el mayor contenido de aceite. Cuanto el 

contenido de ácidos grasos y la cantidad de frutos sueltos del racimo se incrementa la fruta 

pasa al estado llamado sobremaduro.  

Los racimos maduros van perdiendo sus frutos progresivamente hasta que se tornan podridos 

(Corley, 1976). Por lo tanto, los RFF de palma aceitera deben cosecharse en la madurez 

óptima. Tradicionalmente, el nivel de madurez se define en términos de la cantidad de frutos 



separados del racimo. Hitam y Yusof (2000) introdujeron dos criterios diferentes para 

verificar el número de frutos separados. El primero es el número de frutos separados en el 

suelo antes de que se corte el RFF, y el último es el número de frutas separadas del racimo. 

El primer método se usa a menudo para árboles altos, que se ha utilizado hasta hoy, mientras 

que el último es adecuado solo para árboles cortos. 

El procesamiento de imágenes puede desempeñar un papel importante en la generación de 

datos rápidos y precisos para tomar decisiones de cosecha. Es posible saber el estado de 

maduración mediante la observación de los frutos sueltos en el suelo antes que sea cosechado 

La definición del color del fruto de aceite de palma difiere entre los cultivadores y los 

compradores de fruta (plantas de beneficio), debido a que los ojos humanos perciben los 

colores de manera diferente. La etapa correcta de maduración es fundamental para garantizar 

una calidad y cantidad óptimas de aceite. El problema crítico es cosechar en la etapa correcta 

con el fin de asegurar que los atributos de calidad y cantidad estén presentes en el momento 

de la extracción. Para obtener un aceite de palma de alta calidad es necesario un fruto de 

palma de aceite cosechado en el estado de maduración óptimo. Si el fruto se cosecha 

demasiado pronto, no alcanza el contenido óptimo de aceite, mientras que si se cosecha en 

una etapa madura, el aceite contendrá un alto contenido ácido, lo que disminuirá la calidad 

del aceite.  

Existen indicadores comunes para reconocer el estado de maduración de los productos 

agrícolas y por lo tanto, determinar el mejor momento para cosechar. Con las técnicas de 

procesamiento de imágenes se puede identificar el estado de maduración del fruto de aceite 

de palma  de manera automática  

 

Se han realizado varios estudios para la identificación de la maduración del fruto de aceite 

de palma. Jamil (2009) desarrolló una clasificación RFF de palma de aceite inteligente al 

entrenar valores RGB de 45 imágenes RFF utilizando una técnica neuro-difusa. Esta técnica 

produjo 73.3% de clasificación correcta. Mientras tanto, May y Amaran (2011)  utilizaron 

una lógica difusa para clasificar RFF utilizando los mismos atributos, lo que produjo una 

clasificación correcta de 86.67%. Sin embargo, los valores RGB solo son adecuados para un 

entorno de iluminación constante, ya que se ven afectados por el cambio de la intensidad de 



la luz (Hutsary et al, 2010). Por lo tanto, los estudios de Ishak y Razali (2010) utilizaron el 

valor de tono como el parámetro para determinar la madurez de RFF. Se demostró que había 

una buena correlación entre el valor del tono y la etapa de madurez  (Ishak y Razali, 2010). 

 

Esta investigación propone una metodología no destructiva para la identificación de madurez 

de utilizando técnicas de procesamiento de imágenes junto técnicas de aprendizaje 

computacional. Se clasificaran inicialmente en dos clases (Cosecha, No Cosecha), para luego 

clasificarlas en las cinco clases que se proponen (verde, verde-maduro, maduro, maduro-

sobremaduro, sobremaduro).  

Las 250 imágenes (50 imágenes de cada clase) fueron tomadas en un ambiente de plantación. 

Las diferencias de las distribuciones de una imagen de prueba de grupos de palmeras y de 

imágenes a escala estándar, que predefinen cada nivel de maduración del RFF, se 

determinaron mediante Redes Neuronales (ANN), Random forest (RF) y Redes Neuronales  

Convolucionales (CNN). 

3. Marco Teórico 

 

3.1 Industria de la Palma. 

 

La agroindustria de la palma de aceite se ha extendido en el mundo gracias a su alto potencial 

productivo oleaginoso. Comparado con otros cultivos oleaginosos, su rendimiento en 

términos de aceite por hectárea es de 3,7 toneladas, supera a las oleaginosas tradicionales 

como la soya, la canola y el girasol. El consumo general del aceite de palma aumentará 60% 

presupuestalmente entre 2002 y 2030 (J. Michel Bezat, 2006), actualmente hay sembradas 

en el mundo cerca de cinco millones de hectáreas de palma que representan 16 millones de 

toneladas en producción anuales, equivalente a un consumo de 1,7 kilos per cápita.  

La agroindustria de la palma de aceite es una actividad que ha presentado una dinámica 

importante en los últimos 30 años en Colombia, siendo el cuarto productor de aceite de palma 

en el mundo. EN Colombia la palma de aceite ha significado anualmente alrededor del 1% 

del PIB, el 4.4% del PIBA (PIB agropecuario), el 7,3% de la producción agrícola y el 13% 

de la producción de los cultivos perenes. 



El cultivo de palma de aceite en el país ha tenido un importante desarrollo, hasta la fecha 

setenta y tres municipios de la mitad de los departamentos de Colombia cultivan la palma de 

aceite, las principales zonas cultivadoras en el Norte son Magdalena y Cesar; en el Centro, 

Santander Y Santander del Norte; en el occidente, Nariño y Valle del Cauca y en el Oriente, 

Meta, Casanare, Cundinamarca y Caquetá; se cuenta con unas 150.000 hectáreas cultivadas 

y la producción de aceite de palma crudo asciende a 460.000 toneladas anuales, donde genera 

alrededor de ochenta mil empleos que benefician a miles de familias, contribuyendo al 

desarrollo regional.  

 

El racimo de palma alto oleico está constituido básicamente por frutos normales los cuales 

son de mayor tamaño con presencia de nuez, con un peso entre los 8 a 11 gr aproximadamente 

y de 1.5 a 2 cm de alto y son de color rojo anaranjado, también posee frutos partenocárpicos 

rojos los cuales se han desarrollado aunque no se haya realizado la fecundación estos son de 

menor tamaño, de 2.5 - 3 cm de alto por 1-1.5 de ancho, de color rojo, sin endocarpio; similar 

a los anteriores el racimo posee frutos partenocárpicos blancos pero a diferencia de los rojos 

estos contienen menor cantidad de aceite y son de color amarillo pálido; también se tiene 

frutos abortados o infértiles los cuales no se desarrollaron y que no contiene aceite y los 

vástagos de la espiguillas y espinas de racimo. El peso del racimo varía de unos pocos 

kilogramos hasta cerca de los 100kg de acuerdo con la edad y la situación, pero en 

plantaciones adultas los pesos medios van de 10 a 30kg. Los racimos bien desarrollados 

llevan de 500 a 4000 frutos, siendo el común una media de 1500, con una proporción de fruto 

a racimo de 60 a 70%. La maduración se realiza desde la base hacia arriba, y los frutos se 

desprenden y rajan gradualmente. La figura 1 muestra imágenes de RFF de palma de aceite 

con diferentes grados de madurez del árbol de cinco años de la variedad de palma aceitera. 

La parte superior izquierda no está madura, la parte superior derecha no está madura, la parte 

inferior derecha está madura y la parte inferior izquierda está demasiado madura. En estas 

imágenes se puede ver que el color de cada grupo es altamente no uniforme, que puede 

agruparse para determinar las etapas de madurez de la fruta. 



 

Figura 1 Estados de maduración del fruto de aceite de palma 

 

3.2 Color 

 

El color proporciona información valiosa para estimar el estado de maduración del fruto de 

aceite de palma El color es uno de los criterios más significativos relacionados con la 

identificación de la madurez de la fruta. La luz reflejada de un objeto determina el color del 

objeto, por lo que estas variaciones proporcionan una base para el procesamiento y análisis 

de imágenes. El código de color se componen por rojo, verde y azul (RGB), los otros colores 

del espectro se forman por una función aditiva de estos tres colores principales. Aunque la 

percepción humana del color es un proceso subjetivo, la naturaleza física del color todavía 

puede distinguirse por varios experimentos y resultados que se explican por la respuesta  

frecuente del cerebro a los estímulos cuando están en contacto con las luces, producidas 

naturalmente cuando la luz entrante reacciona con varios tipos de células cónicas en el ojo. 

 



Cuando un haz de luz que comprende muchas longitudes de onda se acerca al ojo, su 

respuesta no viene dada por la suma de las respuestas que se producirían por cada una de las 

longitudes de onda de cada componente si estuviera actuando sola. Si bien se pueden observar 

muchas distribuciones diferentes de longitudes de onda, la caracterización de las apariencias 

de estas distribuciones se puede expresar utilizando un número relativamente pequeño de 

parámetros. Es decir, hay muchas combinaciones diferentes de longitudes de onda que 

parecen producir el mismo color visual. 

 

Aunque se pueden usar varios métodos diferentes para caracterizar una combinación de 

longitudes de onda, resulta que todos ellos usan tres o cuatro parámetros, ya que este pequeño 

número de parámetros está relacionado con la forma en que el ojo reconoce el color. Uno de 

los tripletes de parámetros se llama tono, saturación e intensidad (HSI). 

 

Si un haz de luz se divide en cada una de las longitudes de onda de sus componentes y la 

intensidad de cada componente se grafica en función de la longitud de onda, entonces el tono 

es el pico de esta gráfica: la longitud de onda que tiene la intensidad extrema. El tono es 

generalmente la única palabra que se puede usar para describir un color compuesto. Los 

valores de tono varían desde aproximadamente 440 nm para violeta, 450 nm para azul, hasta 

aproximadamente 700 nm para luz roja (Thomas, 2006). Los nombres asociados con 

diferentes anfitriones siguen la descomposición espectral de un arco iris: rojo, naranja, 

amarillo, verde, azul y violeta. Estos colores descriptivos se asocian con longitudes de onda 

en lugar de con valores únicos, y algunas personas pueden ver colores fuera de este rango 

convencional de longitudes de onda (ultravioleta con una longitud de onda más corta que 

violeta o infrarroja con una longitud de onda más larga que roja) 

 

La saturación de un haz de luz está relacionada con el ancho de la gráfica de intensidad en 

función de la longitud de onda descrita anteriormente. Un rayo de luz completamente 

saturado tendría una sola longitud de onda y se llamaría monocromático, mientras que un haz 

completamente insaturado contendría todas las longitudes de onda en la misma fracción y 

aparecería blanco. Por lo tanto, un haz absolutamente saturado tiene una función de 

distribución de intensidad muy estrecha (que posiblemente consiste en un solo valor diferente 



de 0 en el límite), mientras que un haz completamente insaturado tiene una función de 

distribución muy amplia, que posiblemente consiste en un valor constante en la mayoría o en 

todos del espectro visible. 

El tono, la saturación y el brillo de un haz de luz a menudo se especifican utilizando un árbol 

de color tridimensional, como se muestra en la Figura 2 (Thomas, 2006). El eje vertical del 

árbol especifica la intensidad del haz, desde nada en la parte inferior que es negro, a través 

de gris a algún valor máximo en la parte superior equivalente del blanco más brillante posible. 

En cada nivel del árbol (que corresponde a una luminosidad o brillo dados), dibujamos un 

círculo cuya circunferencia muestra los diversos colores puros, completamente saturados, 

monocromáticos del arco iris en orden de longitud de onda de rojo a violeta. Los puntos en 

una línea de radio desde el centro del árbol hasta algún punto de la circunferencia representan 

diferentes colores insaturados formados al mezclar una cierta cantidad de blanco desde el 

centro del árbol con una cierta cantidad de color en el punto final de la línea. 

El modelo de color de tono, saturación, intensidad (HSI) se usó, ya que los componentes de 

tono y saturación están estrechamente relacionados con la forma en que el ojo percibe el 

color. El tono (H) se mide en grados angulares de 0 a 360 y el intervalo de tono se define de 

la siguiente manera: Cuando H es: 

 0°(0𝜋) = Rojo 

 60°(
1

3
𝜋) = Amarillo 

 120°(
2

3
𝜋) = Verde 

 180°(
1

3
𝜋) = Celeste 

 240°(
4

3
𝜋) = Azul 

 300°(
5

3
𝜋) = Magenta 

 360°(2𝜋) = Rojo 



 

Figura 2 Modelo de tono, saturación e intensidad. 

 

En  la aplicación en la industria de palma de aceite, la metodología de clasificación debe 

poder analizar el color de la fruta, por lo tanto, se debe medir la densidad del color utilizando 

el modelo RGB y luego calcular los valores al modelo HSI. Esto disminuirá el uso de la 

clasificación manual, minimizaría el tiempo de cosecha y mejorará el rendimiento de aceite 

por hectárea de la plantación. 

3.3 K-Nearest Neighbours (KNN) 

 

El método de vecinos más cercanos permite clasificar las observaciones de la base de datos 

de pruebas a partir de la distancia que existe entre éstas y las observaciones de la base de 

datos de entrenamiento, de tal forma que dado cualquier punto Xp, de la base de prueba sea 

posible predecir a Y a través de sus vecinos más cercanos ya clasificados. Es se representa 

por (Hastie et al, 2009): 

 

𝑌̂(𝑥𝑝) =
1

𝑘
∑ 𝑦𝑖𝑋𝑖∈𝑁𝑘(𝑥𝑝)

  (1) 

Donde Nk(xp) es el vecindario de xp definido a partir de los k puntos más cercanos de la 

base de datos de entrenamiento. En este caso, la cercanía se define a partir de la distancia 



euclidiana entre el vector de características de la base de prueba Xp, y el de la base de datos 

de entrenamiento Xi, esto es: 

 

𝑑(𝑥𝑝1, 𝑥𝑖1) = √(𝑥𝑝1 − 𝑥𝑖1)2 − (𝑥𝑝2 − 𝑥𝑖2)
2
−⋯− (𝑥𝑝𝑛 − 𝑥𝑖𝑛)2  (2) 

 

Ventajas: 

 El método de vecinos más cercanos es un algoritmo de aprendizaje no paramétrico 

por lo que no necesita de supuestos sobre la distribución de los datos. 

 Es un método relativamente sencillo de aplicar. 

 No hay que hacer una fase de entrenamiento o por lo menos una no muy extensa.  

 

Desventajas: 

 Cada vecino es igualmente importante en el método. 

 El método es propenso a ser afectado por problemas de datos no balanceados. 

 El método necesita una riqueza muy grande en las características a partir de las cuales 

se calcula la distancia.  

 

 

3.4 Redes Neuronales (ANN)  

 

Una red neuronal artificial (ANN) es un sistema de para el tratamiento de información que 

se caracteriza por su capacidad de hallar parecen no poseer un patrón o alguna tendencia a 

primera vista y cuya unidad básica de procesamiento se llama Perceptrón, la cual está 

inspirada en la neuronas biológicas. Estas redes son utilizadas para reconocer patrones sin 

necesidad de hacer especificaciones sobre la distribución.  

Las redes neuronales están compuestas principalmente por entradas ponderadas de acuerdo 

a su peso específico en el sistema, por lo que es posible hallar una combinación lineal de las 

entradas para determinar la activación del perceptrón.  



Es decir, a la entrada llega un escalar p, que es multiplicado por su peso w, quedando wp, que 

es una de las entradas al perceptrón. La otra entrada siempre tiene el valor de 1 y es 

multiplicado por el valor del bias b. Una vez ambos términos se han sumado se obtiene la 

entrada n a la función de transferencia es wp +b. El esquema de esta red se puede ver 

representado en la figura 3 

 

Figura 3 Esquema de un perceptron de una neurona 

 

La salida del sistema depende del tipo de función de transferencia que se tenga. Dicha función 

depende el diseñador de la neurona y los parámetros w y b son ajustables y calculados 

mediante una regla de aprendizaje. Existen múltiples tipos de funciones de transferencia o 

activación, y en una red neuronal se elige basado en las especificaciones concretas del 

problema que se está intentando resolver.  

Normalmente una neurona posee más de una entrada, por simplicidad de cálculo se trabaja 

matricialmente, y se obtiene que la salida del sistema es: 

𝑎 = 𝑓(𝑾𝒑 + 𝑏) (3) 

El proceso de aprendizaje o entrenamiento permite un ajuste continuo de los pesas de las 

redes neuronales, como respuesta a cambios de en la información de entrada, para poder 

obtener resultados específicos, por lo tanto, el problema se concentra en el establecimiento 

de la arquitectura y la estructura jerárquica de la red, y no en la forma en que la red aprenderá 

a filtrar la información. Este proceso de aprendizaje o entrenamiento trae consigo un procesos 

de destrucción en el valor que tomen los pesos w (Ruiz y Basualdo, 2011) 

 

Σ p 

b 

1 

w n 
ƒ 

a 

Entradas 

a = ƒ(wp +b) 

 

Perceptrón  



Las redes neuronales artificiales están interconectadas en paralelo y los perceptrones están 

distribuidos en capas clasificadas en la siguiente forma: 

 Capa de Entrada: es la capa a través de la cual ingresan los datos a la red. 

 Capas ocultas: no interactúan con el entorno externo a la red por lo que solo reciben 

información de los perceptrones ubicados en la capa de entrada. 

 Capas de Salida: en esta capa se encuentran las neuronas encargadas de enviar la 

información al exterior de la red. 

En la figura 4, se muestra un ejemplo de una red neuronal artificial 

 

Figura 4 Esquema de una red neuronal 

Fuente (Ruiz y Basualdo) 

 

Debido a su constitución y a sus fundamentos, las redes neuronales artificiales presentan un 

gran número de características semejantes a las del cerebro. Por ejemplo, son capaces de 

aprender de la experiencia, de generalizar de casos anteriores a nuevos casos, de abstraer 

características esenciales a partir de entradas que representan información irrelevante, etc. 

Esto hace que ofrezcan numerosas ventajas y que este tipo de tecnología se esté aplicando en 

múltiples áreas (Ruiz y Basualdo, 2001).  

Ventajas: 



 Aprendizaje Adaptativo. Capacidad de aprender a realizar tareas basadas en un 

entrenamiento o en una experiencia inicial. 

 Auto-organización. Una red neuronal puede crear su propia organización o 

representación de la información que recibe mediante una etapa de aprendizaje. 

 Tolerancia a fallos. La destrucción parcial de una red conduce a una degradación de 

su estructura; sin embargo, algunas capacidades de la red se pueden retener, incluso 

sufriendo un gran daño. 

Desventajas: 

 Procesar la información de las redes neuronales artificiales puede tener 

requerimientos de tiempo importantes debido a la manera en que procesan 

información. 

 Las redes neuronales artificiales son de difícil generalización pues deben ser 

entrenadas para cada modelo en particular.  

 Determinar cuál es la arquitectura para el problema particular puede requerir grandes 

cantidades de tiempo. 

 

3.5 Reglas de Aprendizaje. 

 

Una regla de aprendizaje es un procedimiento por el cual se modifican los pesos y el “bias” 

de la red. El propósito principal de una red aprenda es que sea capaz de resolver una tarea 

que no podía resolver. Los principales métodos de aprendizaje supervisado, aprendizaje no 

supervisado y aprendizaje reforzado.  

El aprendizaje supervisado se caracteriza porque el proceso de aprendizaje se realiza 

mediante un entrenamiento controlado por un agente externo que determina la respuesta que 

debería generar la red a partir de una entrada determinada. El supervisor controla la salida de 

la red y en caso de que ésta no coincida con la deseada, se procederá a modificar los pesos 

de las conexiones, con el fin de conseguir que la salida obtenida se aproxime a la deseada.  

El aprendizaje no supervisado son aquellos en los que no se dispone de una batería de 

ejemplos previamente clasificados, si no que la matriz de pesos y la bias son modificadas en 



respuesta solo a las entradas de la red, ya que no existen objetivos. De esta manera, los 

algoritmos trabajan agrupando, es decir, la red aprende a categorizar los patrones de entrada 

en una serie infinita de clases, según las propiedades de los ejemplos buscando similitud. 

El aprendizaje reforzado es parecido al aprendizaje supervisado, sin embargo, en vez de tener 

un objetivo asociado a cada entrada se tiene una nota o puntuación. Es decir, una medida del 

rendimiento de la red actuará de una manera u otra: si la nota es baja, el algoritmo de 

aprendizaje modificará los elementos de la matriz de pesos y la bias, mientras si la nota es 

alta los mantendrá igual.  

El aprendizaje del perceptrón se inicia asignando unos valores iniciales a los parámetros de 

la red tanto a la matriz de pesos W como a la bias b. Los valores serán escogidos 

aleatoriamente.  

Luego de esto se aplica el perceptrón obteniendo un resultado final. Cuando la respuesta del 

sistema es incorrecta debido a que la frontera que resulta de los parámetros que se han 

tomado aleatoriamente, clasifica al vector de entrada en una clase incorrecta. Para corregir 

esto, se modifican los pesos y el bias.  

 

El objetivo que se persigue con el entrenamiento de una red neuronal es el de conseguir que 

la red sea capaz de resolver de manera satisfactoria un problema determinado que antes no 

sabía resolver. Para lograr que la red sea capaz de aprender a solucionar estos nuevos 

problemas debe ser entrenada modificando los parámetros de la matriz de pesos y de la bias. 

Estas modificaciones que se producen en los elementos de la red, que son una serie de 

operaciones matemáticas que se aplican a los pesos y la bias, vienen impuestas por una serie 

de reglas, que dependen del método de aprendizaje usado.  

 

Cabe destacar, que el tipo de entrenamiento se trata de aprendizaje supervisado, es decir, se 

tiene un set de entrenamiento, con parejas de imágenes de entrada y objetivo, con lo que se 

conoce a priori la salida que debe tener la red ante una imagen de entrada determinada. 

 

Para encontrar una función ℎ(𝒙) donde se cumpla que 𝑦(𝑖) ≅ ℎ(𝒙(𝑖)) primero hay que decidir 

cómo representar la función. Como ejemplo para ilustrar ese procedimiento se usará la 



regresión lineal, aunque podría usarse cualquier otra, la regresión logística, por ejemplo, ya 

que lo que cambia son las expresiones matemáticas pero la idea subyacente es la misma. 

Entonces, para la regresión lineal la función es la de la expresión (4): 

 

ℎ𝜃(𝒙) = ∑ 𝜃𝑗𝒙𝒋 = 𝜽
𝑇𝒙𝑗  (4) 

 

Donde ℎ𝜃(𝒙) representa una familia de funciones parametrizadas por la elección de 𝜃. 

Entonces, con esta representación de ℎ(𝒙) , el concepto se centra en encontrar un 𝜃 que haga 

que ℎ(𝒙(𝑖)) sea lo más parecido a   𝑦(𝑖) . En particular se busca la elección de 𝜃 que minimice 

la ecuación (5), llamada la función de costo, es diferente para cada tipo de regresión e indica 

cuanto error se está cometiendo a la hora de predecir el valor de 𝑦(𝑖) para un valor 

determinado de 𝜃. 

 

𝐽(𝜃) =
1

2
∑ (𝜽𝑇𝒙(𝑖) − 𝑦(𝑖))

2
𝑖  (5) 

 

Regresión Softmax 

 

La regresión Softmax es una generalización de la regresión logística que permite clasificar 

un problema de K clases distintas. El resultado que proporciona el clasificador Softmax es la 

probabilidad que tiene la entrada actual al sistema de pertenecer a cada una de las clases, en 

el caso de la red implementada se tratan de 5 clases 

 

Dado una entrada 𝒙, se busca que ℎ𝜃(𝒙) estime la probabilidad que 𝑃(𝑦 = 𝑘|𝑥)  para cada 

valor de 𝑘 = 1,… , 𝐾.  A la salida habrá un vector de K elementos donde cada componente 

se corresponde con la probabilidad antes mencionada, tal como se puede observar en  la 

ecuación (6). 

 

ℎ𝜃(𝒙) =  [

𝑃(𝑦 = 1|𝑥); 𝜃

𝑃(𝑦 = 2|𝑥); 𝜃
⋮

𝑃(𝑦 = 𝐾|𝑥); 𝜃

] =
1

∑ exp (𝜃(𝑗)𝑇𝒙)𝐾
𝑗=1

[
 
 
 
exp (𝜃(1)𝑇𝒙

exp (𝜃(2)𝑇𝒙
⋮

exp (𝜃(𝐾)𝑇𝒙]
 
 
 

  (6) 



 

La suma de todos los elementos del vector de salida debe ser igual a 1. 

 

La función de costo y el gradiente que se usan para la regresión softmax y que son necesarias 

calcular para su posterior uso en un algoritmo de optimización. Éstas están representadas en 

las ecuaciones (7): 

 

𝐽(𝜃) = −∑ ∑ 1{𝑦(𝑙) = 𝑘}𝐾
𝑘=1

𝑚
𝑖=1 𝑙𝑜𝑔 (

𝑒(𝜃)𝑇𝒙
(𝑖)

∑ 𝑒(𝜃)𝑇𝒙
(𝒊)𝐾

𝑗=1

) (7) 

 

 

Donde, 1{. } es una “función indicadora”, de manera que 1{𝑎 𝑡𝑟𝑢𝑒 𝑠𝑡𝑎𝑡𝑒𝑚𝑒𝑛𝑡} = 1  y  

1{𝑎 𝑓𝑎𝑙𝑠𝑒 𝑠𝑡𝑎𝑡𝑒𝑚𝑒𝑛𝑡} = 0. Por ejemplo 1{2 + 2 = 4} = 1. 

 

Algoritmo de Retropropagación (Backpropagation) 

 

Para explicar este algoritmo se supondrá que la red neuronal se trata de una red totalmente 

conectada y que ésta, será entrenada con el método del aprendizaje batch gradient descent 

(descenso del gradiente). Se supone, además, que para entrenar esta red genérica se usa un 

conjunto de entrenamiento de la forma {(𝑥(1), 𝑦(1)), … , (𝑥(𝑚), 𝑦(𝑚)} con un número m de 

ejemplos. Dado un determinado ejemplo de entrenamiento, se define la función de costo con 

respecto a ese ejemplo como la ecuación (8) 

 

𝐽(𝑾, 𝒃; 𝑥, 𝑦) =
1

2
||ℎ𝑾,𝒃(𝑥) − 𝑦||

2

(8) 

 

Esta expresión representa una función de costo de error cuadrático. Si por el contrario, se 

tiene un conjunto de m ejemplos, la función de costo total se define tal como lo muestra la 

ecuación (9) 

 

𝐽(𝑾, 𝒃) = [
1

𝑚
∑

1

2
||ℎ𝑾,𝒃(𝑥) − 𝑦||

2
𝑚
𝑖=1  ] +

𝜆

2
∑ ∑ ∑ (𝑤𝑗𝑖

(𝑙))
2𝑠𝑙+1

𝑗=1
𝑛𝑖
𝑖=1

𝑛𝑙
𝑙=1  (9) 

 



El primer término en la definición del costo es la media aritmética de los términos de error 

cuadrático medio. El segundo elemento es un término de regularización, también llamado 

disminución de pesos (weigth decay), que tiende a decrementar la magnitud de los pesos de 

la red, lo cual ayuda a prevenir el sobreajuste (overfitting) en el proceso de aprendizaje. 

Esencialmente weigth decay es una modificación de la regularización Bayesiana. El término 

de disminución de pesos λ controla la importancia relativa entre los dos términos de la 

ecuación (9) 

 

Esta función de costo total es usada, a menudo en problemas de clasificación y en problemas 

de regresión. Para los problemas de clasificación, los valores que podrá tomar y será 0 o 1, si 

se usa la función de activación sigmoide. 

 

El objetivo que se busca es el de minimizar 𝐽(𝑾, 𝒃) en función de W y de b. Para entrenar la 

red neuronal, se inicializará cada parámetro 𝑾𝑖𝑗
(𝑙)

 y cada 𝒃𝑖𝑗
(𝑙)

 con un valor muy pequeño y 

aleatorio. Una posibilidad es la de inicializar estos parámetros siguiendo una distribución 

normal de media 0 y varianza 𝜖2, donde 𝜖 es un valor del orden de 0.01, y entonces aplicar 

un algoritmo de optimización, que es el que trata de minimizar el costo. Un algoritmo que se 

puede aplicar es el descenso de gradiente (Gradient Descent). Dado que la función de coste 

𝐽(𝑾, 𝒃) es una función no convexa, el método del gradient descent es susceptible de alcanzar 

un mínimo local,  por lo que el resultado no sería óptimo. Sin embargo, en la práctica este 

método de aprendizaje suele tener un desempeño bastante satisfactorio, encontrando la 

solución óptima. Es importante recalcar que la inicialización de los parámetros de la red debe 

ser aleatoria y no igualarlos a cero. La importancia de este aspecto reside en que, si todos los 

valores iniciales de los pesos son exactamente el mismo, todas las neuronas de las capas 

ocultas acabarán aprendiendo la misma función de la entrada. Es decir, 𝑾𝑖𝑗
(𝑙)

 será el mismo 

para todos los valores de i, lo que implica que 𝑎1
(2)
= 𝑎2

(2)
= 𝑎3

(2)
, para cualquier entrada de 

x. La inicialización aleatoria sirve al propósito de romper la simetría de la red.  

 

En cada iteración del descenso del gradiente se actualizan los parámetros W,b como lo 

muestra las expresiones (10) y (11) 



 

𝑊𝑖𝑗
(𝑙) = 𝑊𝑖𝑗

(𝑙) − 𝛼
𝜕

𝜕𝑊
𝑖𝑗
(𝑙) 𝐽(𝑾, 𝒃) (10) 

 

 

𝑏𝑖𝑗
(𝑙) = 𝑏𝑖𝑗

(𝑙) − 𝛼
𝜕

𝜕𝑏𝑖𝑗
(𝑙) 𝐽(𝑾, 𝒃)  (11) 

 

Donde α, es la tasa de aprendizaje. El paso clave es calcular de manera correcta las derivadas 

parciales de las ecuaciones (10, 11). A continuación, se describe el algoritmo de 

retropropagación que proporciona una manera muy eficiente de calcular las derivadas 

parciales. 

 

En primer lugar, se verá como el método de retropropagación ayuda en el cálculo de 

𝜕

𝜕𝑏𝑖𝑗
(𝑙) 𝐽(𝑾, 𝒃; 𝑥, 𝑦) y de 

𝜕

𝜕𝑊𝑖𝑗
(𝑙) 𝐽(𝑾, 𝒃),  es decir, las derivadas parciales de la función de costo.  

 

El descenso del peso es aplicado a W y no a b. La idea que subyace bajo el concepto del 

algoritmo de retropropagación es la siguiente: dado un único ejemplo de entrenamiento (x, 

y), en primer lugar, se llevará a cabo un “feedfordward pass” o paso hacia delante, donde se 

calcularán todas las activaciones a lo largo de la red neuronal, incluyendo el valor de salida 

ℎ𝑾,𝒃(𝑥). Entonces, para cada nodo i de la capa l-ésima, habrá que calcular un término de 

error, representado por 𝛿𝑖
(𝑙)

 que regula cómo de responsable es ese nodo del posible error que 

haya a la salida. Para un nodo de salida de la red se puede calcular directamente este término 

como la diferencia entre el valor de activación actual de la red y el valor objetivo correcto, 

con lo que 𝛿𝑖
(𝑛𝑙) queda definido. Para las neuronas que se encuentran en las capas ocultas, se 

calcula  𝛿𝑖
(𝑙)

 como una media ponderada de los términos de error de los nodos que tengan 

como entrada 𝑎𝑖
(𝑙)

. El algoritmo de retropropagación es el siguiente: 

 

1. Realizar el paso hacia adelante o feedforward pass. Calculando las activaciones de 

las capas L1, L2, L3. 



2. Para cada i-ésima neurona de la capa de salida, se debe calcular lo siguiente: 

𝛿𝑖
(𝑛𝑙) =

𝜕

𝜕𝑧
𝑖

(𝑛𝑙)

1

2
||𝑦 − ℎ𝑾,𝒃(𝑥)||

2

= −(𝑦𝑖 − 𝑎𝑖
(𝑛𝑙)) . 𝑓′(𝑧𝑖

(𝑛𝑙)) (12) 

3. Para 𝑙 = 𝑛𝑙 − 1, 𝑛𝑙 − 2, 𝑛𝑙 − 3,… , 2. Calcular para cada nodo i, de la capa l: 

𝛿𝑖
(𝑙)
= (∑ 𝑤𝑗𝑖

(𝑙)
𝛿𝑗
(𝑙+1)𝑆𝑙+1

𝑗=1 )𝑓′(𝑧𝑖
(𝑛𝑙)) (13) 

4. Por último, se calculan las derivadas parciales deseadas  

 

𝜕

𝜕𝑊
𝑖𝑗
(𝑙) 𝐽(𝑾, 𝒃; 𝑥, 𝑦) = 𝑎𝑗

(𝑙)
𝛿𝑖
(𝑙+1)

 (14) 

𝜕

𝜕𝑏𝑖
(𝑙) 𝐽(𝑾, 𝒃; 𝑥, 𝑦) = 𝛿𝑖

(𝑙+1)
 (15) 

 

 

Algoritmo Stochastic Gradient Descent 

 

Los algoritmos de optimización se centran en minimizar la función de costo. Para explicar el 

algoritmo de retropropagación, se utilizó el algoritmo del batch gradient descent. Este método 

de minimización usa el set completo de entrenamiento en cada iteración para actualizar los 

parámetros y tiende a converger de manera eficiente en un mínimo absoluto. Sin embargo, 

este tipo de algoritmos son buenos para sets de entrenamientos no muy grandes debido a que, 

en cuanto éste aumenta de tamaño, calcular el costo y el gradiente del set completo se vuelve 

una tarea muy lenta e, incluso, imposible para un único sistema si el set de datos es demasiado 

grande para caber en la memoria. Otro de los problemas principales es que este tipo de 

algoritmos no permiten incorporar nuevos datos de entrenamiento online, es decir mientras 

el algoritmo está en funcionamiento. 

 

Para solucionar ambos problemas surge el Stochastic Gradient Descent o SGD que es capaz 

de seguir la dirección negativa del gradiente tras haber visto tan solo un o unos pocos 

ejemplos. El uso del SGD en las redes neuronales viene motivado por el alto coste 

computacional de la retropropagación a través del set de entrenamiento completo. Stochastic 

Gradient Descent puede sobrellevar este problema y aun así obtener una rápida convergencia. 



El algoritmo por descenso del gradiente estándar actualiza los parámetros  de la red de la 

función de costo 𝐽(𝜃) como en la ecuación (16) 

 

𝜃 = 𝜃 − 𝛼∇𝜃𝐸[𝐽(𝜃)] (16) 

 

Donde el valor esperado de la ecuación anterior es determinada mediante el cálculo del coste 

y del gradiente a lo largo del set de datos completo. Sin embargo, el Stochastic Descent 

Gradient, en vez de usar el valor esperado que como se acaba de comentar usa todo el set de 

entrenamiento completo, es capaz de calcular el gradiente de los parámetros usando tan solo 

un o unos pocos ejemplos de entrenamiento en cada iteración. La nueva regla de actualización 

es: 

 

𝜃 = 𝜃 − 𝛼∇𝜃𝐽(𝜃; 𝑥
(𝑖), 𝑦(𝑖)) (17) 

 

 

Generalmente las actualizaciones de los parámetros con el SGD son calculadas con unos 

pocos ejemplos (o minibatch) y no con uno solo. La razón de lo anterior es doble: en primer 

lugar, reduce la varianza en la actualización de los parámetros y gracias a esto, es capaz de 

alcanzar una convergencia más estable, en segundo lugar, el usar un minibatch permite 

aprovecharse de una serie de ventajas que implican la notación matricial y el álgebra lineal, 

además de la posibilidad de usar una serie de funciones en R muy optimizadas para el cálculo 

con matrices, en el cómputo del costo y del gradiente. Un tamaño típico del minibatch es de 

256 imágenes, aunque el valor óptimo del minibatch puede variar dependiendo del problema 

en concreto que se esté tratando. 

 

En el Stochastic Gradient Descent el valor de 𝛼 es típicamente mucho más pequeño que el 

correspondiente valor de la tasa de aprendizaje en el Batch Gradient Descent porque hay 

mucha más varianza en la actualización. Elegir la correcta tasa de aprendizaje y su 

programación (el valor de la tasa de aprendizaje puede ir variando a lo largo del 

entrenamiento) puede ser muy dificultoso. Una forma de elegir la tasa de aprendizaje correcto 

que funciona bien en la práctica es usar un valor constante y lo suficientemente pequeño para 

conseguir una convergencia estable en la primera o dos primeras épocas y entonces disminuir 



su valor a la mitad. Una época es el paso completo del set de entrenamiento por la red, en 

este trabajo de investigación se harán 30 épocas para entrenar cada una de las redes 

estudiadas. Un último aspecto importante en el SGD es el orden en el que son presentados 

los datos al algoritmo. Si los datos son presentados en un orden significativo para la red, 

puede provocar que se obtenga una mala convergencia. Generalmente, un buen método para 

evitar que pase lo anterior es reordenar los datos de manera aleatoria antes de cada época de 

entrenamiento. 

 

Cross entropy  

 

Cross entropy es una métrica que se utiliza  para reflejar la precisión de los pronósticos 

probabilísticos y está estrechamente vinculada con la estimación por máxima verosimilitud. 

Para dos variables aleatorias discretas 𝑝 y 𝑞, la entropía cruzada se define del siguiente 

modo: 

𝐻(𝑝, 𝑞) = −∑ 𝑝(𝑥) log 𝑞(𝑥)𝑥  (18) 

Esta definición no es simétrica 𝑃 está pensada como una distribución verdadera, solo 

parcialmente observada, mientras 𝑄 está pensada como una distribución innatural obtenida 

de un modelo estadístico construido. 

En la teoría de la información, la entropía cruzada puede interpretarse como la longitud 

esperada en bits para la codificación de mensajes, cuando se utiliza 𝑄 en lugar de 𝑃.  

El proceso de estimación del modelo se basa en el método de máxima verosimilitud en el que 

se intenta maximizar las probabilidades de pertenencia a la clase correspondiente para cada 

patrón del conjunto de datos de entrenamiento.  

Función de activación 

 

La función de activación de una neurona define la salida de la misma dada una entrada o un 

conjunto de entradas. Es un hiperparámetro  de las redes neuronales artificiales que 

básicamente deciden si una neurona debe ser activada o no. Si la información que la neurona 

está recibiendo es relevante para la información dada o si se debe ignorar 

 



La función de activación determina el estado de activación de la neurona con base a los datos 

de entrada y al estado e activación de la neurona anterior. El estado de activación de la 

neurona puede ser expresado de la siguiente manera  

 

𝑎 = 𝑓𝑎(∑ 𝑤𝑖𝑗𝑝𝑗
𝑛
𝑗=1 + 𝑏) (19) 

La función de activación cumple con el objetivo de limitar el rango de salida de la neurona y 

puede ser lineal o no lineal. Se selecciona de acuerdo con el problema y a criterio del 

investigador, en ocasiones por ensayo y error (Collantes, 2001), también depende de la 

precisión y velocidad requerida y del algoritmo de aprendizaje escogido (Piekniewski, 2004). 

De acuerdo con el rango de las funciones de activación utilizadas es conveniente escalar o 

transformar los datos de entrada para ajustarlos a dichos rangos. 

Algunas de las funciones de activación más utilizadas en los modelos de redes neuronales se 

muestran en la tabla (1): 

 

Nombre 

Función 
Función Rango Gráfica 

Identidad 𝑦 = 𝑥 [−∞,∞] 

 

Escalón 

𝑦 = {
1, 𝑠𝑖 𝑥 ≥ 0
0, 𝑠𝑖 𝑥 < 0

 

 

𝑦 = {
1, 𝑠𝑖 𝑥 ≥ 0
−1, 𝑠𝑖 𝑥 < 0

 

[0,1] 

 

[−1,1] 
 



Lineal a 

tramos 
𝑦 = {   

 1,                     𝑠𝑖 𝑥 ≥ 0
 𝑥,       𝑠𝑖 − 1 ≤  𝑥 ≤ 1
−1,               𝑠𝑖 𝑥 < −1

 [−1,1] 

 

Sigmoide 

𝑦 =
1

1 + 𝑒−𝑥
 

 

𝑦 = tanh (𝑥) 

 

[0,1] 

 

[−1,1] 
 

Gaussiana 𝑦 = 𝐴𝑒−𝐵𝑥
2
 [0,1] 

 

Sinusoidal 𝑦 = 𝐴 𝑠𝑒𝑛(𝑤𝑥 + 𝜑) [−1,1] 

 

Softmax 𝑦𝑗 =
𝑒𝑥𝑗

∑ 𝑒𝑥𝑘𝑁
𝑛=1

 [0,1] 

 

 

 

 

 

 

ReLU 

(Rectified 

Linear Unit) 

𝑦 = 𝑚𝑎𝑥(0, 𝑥) [−∞,∞] 

 

Tabla 1 Funciones de Activación comunes 

 



3.6 Redes Neuronales Convolucionales (CNN) 

 

Una red neuronal convolucional (CNN) es un tipo de red multicapa que consta de diversas 

capas convolucionales y de pooling (submuestreo) alternadas, y al final tiene una serie de 

capas densas (full connected) como una red neuronal multicapa. La entrada de una red capa 

convolucional suele ser, una imagen de m x m x n  donde m es tanto la altura como el ancho 

de la imagen y r es el número de canales (en el caso de este proyecto se trabaja con el modelo 

RGB, por lo tanto r = 3). Las capas Convolucionales tienen k filtros (o kernels) cuyas 

dimensiones son n x n x q, donde n y q son elegidas por el diseñador, (q generalmente es 

igual a r). Cada filtro genera mediante convolución un mapa de rasgos o características de 

tamaño (m – n + 1) x (m – n + 1) x p, siendo p el número de filtros que se desean usar. 

Después cada mapa es sub-muestreado en la capa de pooling con la operación “mean 

pooling” o “max pooling” sobre regiones contiguas de tamaño p x p donde p puede tomar 

valores desde 2 para imágenes pequeñas hasta 5 para imágenes grandes. Antes o después del 

submuestreo, se aplica una función de activación sigmoidal más un sesgo para cada mapa de 

rasgos. 

La composición de bloques anterior se puede resumir en la figura 5, en la que está 

representada una disposición genérica de las capas. 

 

Figura 5 Funcionamiento esquemático de una red neuronal convolucional 

 

Además, las redes convolucionales están diseñadas suponiendo que la entrada a la red es una 

imagen, lo cual permite codificar ciertas propiedades en la arquitectura, permitiendo ganar 

eficiencia y reducir la cantidad de parámetros usados en la red.  



 

 

Capa de Entrada 

 

La primera capa del esquema de una red convolucional se trata de la entrada a la red. Como 

se ha visto anteriormente, en las redes convolucionales normalmente se tiene que la entrada 

a la red es una imagen.  

 

Capa Convolucional   

 

La capa convolucional de la red restringe el número de conexiones posibles entre las 

neuronas de la capa oculta y los elementos de la capa de entrada. De esta manera, cada 

neurona oculta solo estará conectada con un pequeño subconjunto de elementos de la imagen 

total. La convolución es una operación de productos y sumas entre la imagen de entrada y el 

kernel que genera un mapa de características.  

 

Capa de Pooling  

 

Inmediatamente después de la capa de convolución se encuentra la capa de pooling. Después 

de haber obtenido las características en la capa de convolución, el siguiente paso e na lista es 

usarlas para la clasificación de las imágenes. Teóricamente, este mapa de características 

generado puede aplicarse un clasificador para llevar a cabo la tarea, sin embargo, este proceso 

aún presenta un alto computacional. El siguiente paso es ver en qué zona de la imagen se 

encuentran los rasgos predominantes mediante la media o el máximo valor de una 

característica a lo largo de una región de la imagen. La matriz resultante de la operación 

anterior resulta de unas dimensiones menores que la matriz de características obtenida en la 

capa de convolución. El objetivo de esta capa es el disminuir aún más la carga computacional 

del sistema, y ayudar con la caracterización de la imagen obteniendo y localizando los rasgos 

predominantes en ella. En la figura 6, representa el efecto al aplicar un tipo de “pooling” 

mean o max. 



 

 

Figura 6 Aplicación de las capas de pooling (max) y pooling (ave) 

 

Capa full-connected 

 

Es la última capa del esquema de las redes neuronales convolucionales (CNN) y se trata de 

un clasificador que determina a que clase pertenece la imagen de entrada. Está compuesta 

por un número de neuronas igual al número de clases. El esquema que sigue es igual que en 

las redes neuronales artificiales (ANN), es decir, cada una de estos perceptrones está 

conectado con todos y cada uno de los elementos de las matrices de la capa pooling. A la 

salida de esta capa se tiene como resultado un vector de c componentes, donde c representa 

la cantidad de clases en los que puede clasificarse las imágenes. Cada uno de estos representa 

la probabilidad que tiene la imagen de entrada de pertenecer a una determinada clase. 

 

Capa Dropout 

 

Para evitar el sobreajuste (overfitting), se adicionó una capa dropout con una tasa de 0.5. 

Dropout es una de las técnicas de regularización más eficaces y más utilizadas para redes 

neuronales, desarrollada por Geoff Hinton y sus estudiantes en la Universidad de Toronto. 

Dropout, aplicado a una capa, consiste en eliminar aleatoriamente (establecer en cero) una 

serie de características de salida de la capa durante el entrenamiento. Digamos que una capa 

dada normalmente devolvería un vector [0.2, 0.5, 1.3, 0.8, 1.1] para una muestra de entrada 

dada durante el entrenamiento. Después de aplicar el dropout, este vector tendrá algunas 

entradas igualadas a cero distribuidas al azar: por ejemplo, [0, 0.5, 1.3, 0, 1.1]. La tasa de 



dropout es la fracción de las características que se ponen a cero; por lo general se establece 

entre 0,2 y 0,5. En el momento de la prueba, no se eliminan unidades; en cambio, los valores 

de salida de la capa se reducen en un factor igual a la tasa de dropout, para compensar el 

hecho de que hay más unidades activas que en el tiempo de entrenamiento. 

3.7 Random Forest 

 

Random Forest es un algoritmo que potencia las cualidades de los árboles de decisión, la 

aleatorización y el aprendizaje conjunto para producir modelos predictivos y clasificativos 

con un alto nivel de exactitud  (Kaggle, 2013). Permite solucionar los problemas de alto sesgo 

y varianza característicos de los árboles de decisión, a partir de promediar los resultados 

provenientes de un conjunto de árboles no correlacionados, que fueron construidos 

considerando muestras aleatorias de una base de datos (Liaw y Wiener, 2002; Benyamin, 

2012; Breiman, 2001). 

Este método es no paramétrico, por lo que no hay que asumir una distribución de probabilidad 

de los datos para obtener las predicciones. Steinberg et al, 2004 explicar el algoritmo de la 

siguiente manera: 

1. Generar B muestras aleatorias traslapadas de la base de datos original. 

2. Para cada muestra, generar un árbol de decisión que seleccione aleatoriamente las 

variables que se usarán en árbol; para elegir el número de variables a utilizar 

generalmente se usa la regla de la raíz cuadrada del número de variables disponibles 

en la base de datos. Estos árboles crecen usando la partición binaria, es decir, cada 

nodo padre es separado en máximo 2 hijos, y cada uno de los árboles generará sus 

propias predicciones para cada registro de la muestra seleccionada. 

3. Agregar las clasificaciones de los B arboles de decisión previamente creados para 

obtener una predicción para cada registro de la base de datos. Para hacer la predicción 

de un nuevo punto X se tiene en cuenta la siguiente expresión (Hastie et al., 2009) 

 

𝐹𝑅𝐹
𝐵̂ =

1

𝐵
∑ 𝑇𝑏
𝐵
𝑏=1 (𝑋) (20) 

 



Donde B representa al número total de árboles construidos y Tb (X) la predicción del 

árbol para X 

 

Ventajas: 

 Los modelos de RF necesitan de pocos controles 

 Como cada árbol es independiente es posible trabajar los árboles en distintos 

computadores, lo que incrementa la velocidad de la obtención de resultados.  

 Exhibe uno de los niveles más altos de exactitud clasificativa entre los algoritmos 

disponibles.  

 La fase de entrenamiento es muy rápida, incluso si se utilizan muchas variables. 

 No es necesario especificar o hacer supuestos acerca de la distribución de los datos. 

 No es necesario un pre procesamiento de los datos para implementar el algoritmo lo 

cual favorece la velocidad de obtención de resultados. 

 No es necesario seleccionar o filtrar variables para implementar el algoritmo porque 

es capaz de manejar miles de variables al mismo tiempo. 

 Es un método efectivo de estimación incluso cuando la base de datos tiene algunos 

valores perdidos.  

 El método no tiene a hacer overfitting sobre la base de entrenamiento. 

Desventajas: 

 Los modelos RF tienen un mejor desempeño cuando los árboles están creciendo a un 

tamaño muy grande.  

 Cada nodo debe ser administrado en un modelo aparte 

 Aunque permite manejar millones de características o variables, no es recomendable 

cuando se tiene una base de datos con muchas observaciones. 

 

 

4. Metodología  

 



En esta investigación el principal enfoque es clasificar el fruto fresco de palma (RFF), 

mediante técnicas de procesamiento de imágenes,  en alguno de los cinco estados de 

maduración propuesto. Esto es porque así se puede determinar la calidad y la cantidad de 

aceite que se producirá en la planta de beneficio. Es por esto que el primer paso en la 

investigación fue obtener una cantidad equitativa de imágenes de frutos de palma de aceite, 

catalogado por cosecheros expertos en cada uno de los estados propuestos.  Los racimos de 

fruto de palma fueron obtenidos de la Hacienda La Ilusión, con el apoyo del Centro de 

Estudios de la Orinoquía (CEO), de la Universidad de los Andes. La plantación está ubicada 

en el municipio de Maní, en el departamento de Casanare. Luego de la obtención de la 

clasificación, se tomaron muestras de cada uno de los racimos catalogados para realizar 

pruebas de laboratorio y así obtener el contenido de aceite (OER) y la acidez del aceite 

(AGL).  Estas pruebas fueron realizadas en las instalaciones de la plantación y el análisis de 

racimos se realizó con el método Nifor (Corley y Tinker, 2009)  

El siguiente paso fueron obtener las características de las imágenes obtenidas. Para esto se 

utilizaron dos métodos en el programa R, usando la librería Keras e Imager. El primer método 

consiste en  preprocesar las imágenes, convirtiéndolas a 256 x 256 pixeles. Luego se 

segmentan las imágenes, mediante el algoritmo KNN y la región de interés (RoI). El segundo 

método consiste en obtener los valores de cada uno de los pixeles mediante una red 

convolucional preentrenada.  

Luego del paso anterior, se aplicaron tres algoritmos de machine learning de clasificación. 

El primer algoritmo es Random Forest (RF), el segundo algoritmo es una red neuronal 

multicapa (ANN) y el tercer algoritmo es una red neuronal convolucional (CNN) 

Para la predicción de contenido de aceite y nivel de acidez se utiliza una regresión lineal cuya 

variable de respuesta es el porcentaje de contenido de aceite con base en el pico en de 

tonalidad del histograma  

 

4.1 Adquisición de Imágenes. 

 

Las muestras de los racimos de palma de aceite (RFF) de la especie E.Guinesis utilizadas en 

este estudio se obtuvieron de la empresa Hacienda la Ilusión S.A.S, ubicada en el municipio 



de Maní, departamento de Casanare.  Dado que este trabajo se centró en la etapa de 

precosecha y cosecha, las muestras de imágenes se tomaron en el árbol y en el punto de 

acopio, usando una cámara digital de 20 MP. 

Se tomaron al azar un total de 250 imágenes de RFF de palma de aceite (50 imágenes de cada 

categoría) durante 5 días, entre las 7:00 am y las 4:00 pm. El horario fue elegido debido a la 

clara visibilidad y porque se encontraba dentro de la hora de trabajo de los cosecheros. Para 

determinar la categoría de madurez para cada muestra, un clasificador capacitado y de 

experiencia evaluaría la madurez usando la técnica manual tradicional. Todas las imágenes 

obtenidas se almacenaron en una computadora para análisis posteriores. 

 

4.2 Pruebas de Laboratorio. 

 

Las pruebas de laboratorio se realizaron en las instalaciones de la plantación. Para cada 

muestra del racimo cosechado se tomó una muestra de 3 frutas sueltas de las 3 zonas del 

racimo; frutos normales internos (NInt), normales externos (NExt) y partenocárpicos rojos 

(Pr).  Se registró el número y peso para de cada tipo de fruto. La muestra de frutos fue 

despulpada para separar completamente el mesocarpio de la nuez; las nueces se pesaron y 

secaron en un horno eléctrico a 105ºC. Se tomó un recipiente para cada tipo de fruto y se le 

agregó el mesocarpio húmedo proveniente de los tres frutos y se pusieron a secar en un horno 

a 105°C hasta obtener un peso seco constante. Posteriormente, la muestra de mesocarpio seca 

fue pesada y de ella se tomó una submuestra de 10 g que se trituró y se puso sobre un filtro 

para la extracción del aceite usando el método de Soxhlet que utiliza hexano como solvente. 

En este procedimiento consiste en obtener a muestra sólida finamente pulverizada se coloca 

en un cartucho de material poroso que se sitúa en la cámara del extractor Soxhlet. Se calienta 

el disolvente extractante, situado en el matraz, se condensan sus vapores que caen, gota a 

gota, sobre el cartucho que contiene la muestra, extrayendo los analitos solubles. Cuando el 

nivel del disolvente condensado en la cámara alcanza la parte superior del sifón lateral, el 

disolvente, con los analitos disueltos, asciende por el sifón y retorna al matraz de ebullición. 

Este proceso se repite hasta que se completa la extracción de los analitos de la muestra y se 

concentran en el disolvente. 



El contenido de aceite en el mesocarpio (Oilm) se calculó así: 

%𝑂𝑖𝑙𝑚 =
𝑊1−𝑊2

𝑊3
 (21) 

Donde W1 es el peso del fruto y el aceite (g), W2 es el peso del fruto seco (g), y W3 es el peso 

de la muestra de mesocarpio (g). 

El nivel de ácidos grasos libres en el aceite extraído se midió mediante titulación. El 

porcentaje de AGL se calculó como el ácido palmítico de   (en miligramos) necesario para 

contrarrestar el ácido de 1 g de muestra. En esta investigación, los AGL se midieron 

siguiendo el procedimiento del método oficial (CA 5A-40) de la Sociedad Estadounidense 

de Químicos Aceiteros (AOCS, 2004).  

El porcentaje de AGL (a manera de palmíticos) se expresó de la siguiente manera: 

%𝐴𝐺𝐿 =
25,6 𝑁∗𝑉

𝑊
 (22) 

Donde, V es el volumen de KOH (ml); N es la solución de titulación normalizada, W es el 

peso de la muestra (g), y 25,6 es la constante (para calcular el AGL como ácido palmítico). 

4.3 Preprocesamiento de Imágenes 

 

Cada una de las imágenes es redimensionada en un tamaño de 512 x 256 pixeles, mediante 

interpolación de vecinos cercanos (Nearest Neighbor Interpolation). Cada imagen de RFF de 

palma de aceite muestra que hay dos regiones distintas, que consiste en el background o la 

región de pixeles que no tiene los datos de interés y el foreground, el cual es la región de 

pixeles que contiene los frutos o los datos de interés. En la investigación, se utilizó la región 

de los frutos para extraer el color para determinar la madurez. Por lo tanto, los picos y los 

píxeles de las frutas se separaron mediante el uso del algoritmo KNN utilizado por Jaffar 

(2009) utilizando la región de interés (RoI). Un ejemplo de imagen segmentada se muestra 

en la figura 7, mientras que en la figura 8 se muestra la región de interés (foreground). 

 



 

Figura 7 Segmentación de la imagen de RFF 

 

 

Figura 8 Foreground de la imagen. 

 

4.4 Obtención de Características. 

  

En la primera metodología usada para la obtención de las características de las imágenes, el 

espacio de color HSI ha demostrado ser un buen discriminador para el color del RFF  en 

comparación con el espacio de color de RGB o CIExy  (Abdullah, 2002). Por lo tanto, en 



este trabajo, los valores del tono (H) para todos los píxeles de fruta se calcularon como en la 

ecuación 23, 

ℎ =

{
 
 

 
 𝑐𝑜𝑠−1  (

1

2
[(𝑟−𝑔)+(𝑟−𝑏]

[(𝑟−𝑔)2+(𝑟−𝑏)(𝑔−𝑏]
1
2

)    𝑆𝑖 𝑏 ≤ 𝑔

360 − 𝑐𝑜𝑠−1 (
1

2
[(𝑟−𝑔)+(𝑟−𝑏]

[(𝑟−𝑔)2+(𝑟−𝑏)(𝑔−𝑏]
1
2

)  𝑆𝑖 𝑏 > 𝑔

    (23) 

 

Donde r, g y b representan los componentes rojo, verde y azul de la imagen, respectivamente. 

Esto daría como resultado valores de h en el rango de [0,360].  De los 360 valores, solo se 

incluyeron 57 valores de tono (H) como los colores de la superficie del fruto de palma de 

aceite (RFF). Estos incluyen los tonos 1 a 9 (rojo a naranja) y los tonos 53 a 100 (azul a rojo). 

Esto da lugar a un vector de características como se muestra en la ecuación (24). 

 

𝐇 = (ℎ53, ℎ54, ℎ53…ℎ100, ℎ1, … ℎ9) (24) 

 

El segundo resultado de la extracción de las características fue mantener los valores de cada 

pixel mediante la cual recorre las posiciones de la imagen y extrae el valor RGB de cada 

pixel, generando un vector de (256 x 256 x 3) elementos, los cuales serán el vector de entrada 

de la red neuronal artificial. 

 

4.5 Clasificación de frutos. 

 

Para la fase de clasificación, el sistema propuesto aplica el algoritmo Random Forest (RF) y 

redes neuronales artificiales (ANN) para la clasificación de las etapas de maduración. En 

estos dos algoritmos las entradas son vectores de características del conjunto de datos de 

entrenamiento y sus clases correspondientes, mientras que las salidas son la etapa de 

maduración de cada fruto en el conjunto de datos de prueba.  El tercer algoritmo propuesto 

para la clasificación del fruto de palma de aceite es la red neuronal convolucional (CNN), en 

la cual la entrada a la red es una imagen de entrenamiento de tamaño (256 x 256 x 3), y la 

salida es un vector de datos de cinco elementos, uno para cada clase.  

 



Un total de 250 imágenes de distribución de tonos se dividieron aleatoriamente en 150 datos 

de entrenamiento, 50 datos de validación y 50 datos de prueba 

 

Los datos de validación se utilizaron para validar el rendimiento del ANN y la CNN. Para 

finalizar el proceso de aprendizaje cuando no hubo mejora en el rendimiento de validación. 

La medida de desempeño para la selección de un modelo es el porcentaje de precisión de 

clasificación del conjunto de imágenes de prueba, donde m es el número de imágenes 

correctamente clasificadas en el conjunto de 50 imágenes de prueba, como se muestra en la 

ecuación (25). 

 

𝐻𝐶𝐴 = 𝑚𝑎𝑥 [
𝑚

50
∗ 100%] (25) 

 

Para el modelo de red neuronal artificial (ANN) consiste en tres capas; la capa de entrada, la 

capa oculta y la capa de salida, que comprendían varios elementos de procesamiento. Se 

entrenaron  separadas con varias combinaciones de funciones de activación para neuronas 

ocultas y de salida utilizando los algoritmos de aprendizaje de RMSprop y Backpropagation. 

El número de neuronas ocultas óptimas se determinó experimentalmente a partir de los 

procesos de entrenamiento de los clasificadores MLP. El entrenamiento de la red neuronal 

de MLP comenzó con tener una sola neurona oculta y se registró su rendimiento. Luego, el 

número de neuronas ocultas en la MLP se agregó gradualmente, una a la vez hasta que ya no 

hubo mejoría en el rendimiento de la MLP. Esto se conoce como el enfoque de crecimiento 

de la red. En esta investigación, se encontró que 15 neuronas ocultas dan un rendimiento 

óptimo. En el proceso de aprendizaje de la red neuronal, el vector de pesos en la capa de 

entrada y en la capa oculta se actualiza después de cada ciclo de aprendizaje para mejorar el 

rendimiento.  

 

Para el modelo Random Forest (RF) se optimizaron los hiperparametro usando como métrica 

el out-of-bag clasification error en el cual se escoge el hiperparametro de  número de 

predictores empleados, la cantidad de árboles y el número de observaciones. 

 



Para iniciar la clasificación se inicia con dos estados, el primero se define como “Cosecha” 

la cual reúne los estados de maduración de maduro, maduro-sobremaduro y sobremaduro. El 

segundo se define como “No Cosecha”, en el cual se reúnen los estados de verde y verde 

maduro. Es decir, se construyen los modelos para una clasificación binaria en la cual la 

función de activación en la capa da salida utilizada en el caso de la red neuronal artificial y 

red neuronal convolucional es la función sigmoide. Luego de este paso de la clasificación, 

los modelos construidos se modifican  para para poder realizar un modelo multiclase. Para 

los modelos de red neuronal artificial y red neuronal convolucional, la capa de salida utiliza 

una función de activación Softmax. 

 

4.6 Correlación de contenido de aceite y nivel de acidez 

 

Para la predicción del contenido de aceite total y el nivel de acidez para cada RFF se utiliza 

un modelo de regresión polinomial de grado 2 teniendo como variable regresora el valor de 

la tonalidad predominante del histograma para cada variable de respuesta. 

 

5. Resultados 

 

Para los tres métodos de clasificación se definieron 150 imágenes de entrenamiento, (30 para 

cada estado de maduración). De igual manera se definieron 50 imágenes de validación (10 

para cada estado de maduración). Por último, para el modelo definido para cada uno de las 

metodologías se usaron 50 imágenes de prueba (10 imágenes para cada estado de 

maduración). 

Para evitar un modelo con overfitting, se divide los datos de entrenamiento y de validación 

en K = 5 particiones de igual tamaño. Para cada partición k, se entrenó un modelo en las 

particiones K - 1 restantes, y se evaluó en la partición i. El puntaje final es entonces los 

promedios de los puntajes K obtenidos. 

En cada una de las k iteraciones de este tipo de validación se realiza un cálculo de error. El 

resultado final se obtiente a partir de realizar la media aritmética de los K valores de errores 

obtenidos, según la fórmula: 

https://es.wikipedia.org/wiki/Media_aritm%C3%A9tica


𝐸 =
1

𝐾
∑ 𝐸𝑖
𝐾
𝑖=1  (26) 

Este método es útil cuando el rendimiento de su modelo muestra una variación significativa 

en función de su división de datos de entrenamiento y datos de validación. 

 

5.1 Red Neuronal Artificial 

 

La red neuronal de perceptrón multicapa (MLP) es una arquitectura ANN muy común, 

utilizada para resolver muchos problemas de clasificación. Por lo tanto, en esta investigación 

empleó MLP para clasificar la madurez de la palma de aceite FFB. El MLP consiste en tres 

capas; Capas de entrada, ocultas y de salida, que comprenden varios elementos de 

procesamiento (PE). Para definir la cantidad de neuronas, se realiza una calibración con base 

en la métrica del porcentaje de exactitud de la predicción  y el valor de la función de pérdida. 

 

En la gráfica 1, se ilustra la cantidad de neuronas en relación al valor de la función de pérdida. 

  

 

Gráfica 1 Relación del número de neuronas con el valor de función de pérdida. 

En esta gráfica se puede observar que la cantidad óptima de neuronas es de 15, ya que luego 

de esta cantidad, el valor de la función de pérdida se vuelve a incrementar, por lo que genera 



indicios que la red, después de 15 neuronas empieza a presentar sobreajuste (overfitting) de 

los datos. 

La gráfica 2, muestra la evolución de la exactitud de la predicción de acuerdo a los datos de 

validación.  

 

Gráfica 2 Evolución de la exactitud en relación al número de neuronas 

 

De acuerdo a estos resultados el mejor modelo de red neuronal para realizar una clasificación 

de imágenes de RFF en los estados de maduración, es de usar 3 capas, una de entrada, donde 

puede entrar el vector de los valores de tonalidad (HSI), o también el vector de valor de 

pixeles en el espectro RGB. Una capa de 15 neuronas, el cual procesará y convertirá los 

valores de los pixeles mediante la función de activación “ReLU” y la capa de clasificación 

que realizar 5 neuronas (una para cada clase) la cual usa la función de activación “Softmax”, 

debido que el problema atacado es un problema de clasificación multiclase. En caso que fuera 

un problema de dos clases, la función de activación utilizada es la “Sigmoide”, 

Para evitar el sobreajuste (overfitting), se usa weigth decay como algoritmo de regularización 

de los pesos y así evitar que el valor de la función de pérdida se incremente. 

Luego de encontrar los hiperparámetros que optimizan el modelo para el problema, la tabla 

2 muestra la matriz de confusión para las  imágenes de prueba. 



 

 

 

  Valor Predicho 

  
Verde 

Verde-

Maduro 
Maduro 

Maduro-

Sobremaduro 
Sobremaduro 

Verde 9 1 0 0 0 

Verde-

Maduro 
1 8 1 0 0 

Maduro 0 0 7 3 0 

Maduro-

Sobremaduro 
0 0 3 6 1 

Sobremaduro 0 0 0 2 8 

Tabla 2 Resultados clasificación de las imágenes de prueba mediante red neuronal 

artificial (ANN) 

 

De acuerdo a los resultados, la exactitud de la red neuronal tiene un 76% sobre el conjunto 

de imágenes de prueba, y un valor de función de pérdida  de 1,54. Conforme a lo anterior, la 

variabilidad al clasificar las imágenes de prueba es baja, sin embargo la exactitud de la 

clasificación se reduce considerablemente. Es importante mencionar que de acuerdo a la tabla 

2, la categoría con menor exactitud de clasificación es Maduro-Sobremaduro, ya que el 

algoritmo confunde con las categorías Maduro y Sobremaduro. De acuerdo a Cenipalma, el 

estado Maduro y Maduro-Sobremaduro pueden ser clasificados en uno solo, por lo que la red 

neuronal artificial tendría un 82% de efectividad de clasificación. 

5.2 Red Neuronal Convolucional 

 

La red neuronal convolucional  es un tipo de modelo de Deep Learning que se utiliza casi 

universalmente en aplicaciones de visión artificial. Su aplicación se enfoca a problemas de 

clasificación de imágenes, en particular aquellos que involucran pequeños conjuntos de datos 

de aprendizaje. 

 

Dado que no existe una metodología formal para calibrar los hiperparámetros de la red 

convolucional, es necesario hacer pruebas de acuerdo al tamaño (cantidad de capas 



convolucionales y pooling), y se clasificó en “Smaller, Base y Bigger”. El método de 

regularización usado es el dropout con una tasa de 0.5 y un optimizador de RMSprop, 

(algoritmo basado en SGD y es comúnmente usado para redes neuronales convolucionales) 

con una tasa de aprendizaje de 1e-05. La gráfica 3 muestra la comparación entre el tamaño 

de la red neuronal y el valor de la función de perdida.  

 

 

Gráfica 3 Comparación entre el tamaño de las redes convolucionales. 

De acuerdo a la anterior gráfica, el modelo que tiene el menor valor de la función de pérdida 

es el modelo más grande, por lo que se concluye que el mejor tamaño para la red 

convolucional es una con 6 capas de convolución y 6 capas pooling.  La grafica 4, muestra 

la comparación entre la métrica de exactitud de clasificación.  

 



 

Gráfica 4 Comparación entre el porcentaje de exactitud y el tamaño de los modelos de la 

red convolucional. 

La gráfica anterior muestra el comportamiento del porcentaje de exactitud y el tamaño de los 

modelos de la red convolucional. La red con mejor comportamiento en la exactitud es la red 

convolucional grande (6 capas convolucionales y 6 capas pooling), alcanzando cerca del 96% 

con respecto al conjunto de imágenes de validación.  

Una vez se obtiene la arquitectura que se puede aplicar a los datos para obtener los resultados 

óptimos. Se usan las imágenes de prueba se genera la tabla de confusión que se muestra en 

la tabla 3. 

 

  Valor Predicho 

  
Verde 

Verde-

Maduro 
Maduro 

Maduro-

Sobremaduro 
Sobremaduro 

Verde 10 0 0 0 0 

Verde-

Maduro 
0 9 1 0 0 

Maduro 0 0 9 1 0 

Maduro-

Sobremaduro 
0 0 1 9 0 

Sobremaduro 0 0 0 0 10 

Tabla 3 Resultados clasificación de las imágenes de prueba mediante red neuronal 

convolucional (CNN) 



 

Observando los resultados, el porcentaje de exactitud de la configuración de la red neuronal 

convolucional alcanza el 94%, con relación al conjunto de imágenes de prueba, obteniendo 

un valor de la función de pérdida de 0,34.  De acuerdo a lo anterior, la variabilidad del 

clasificador es baja por lo que los resultados con nuevas imágenes de prueba serán buenos. 

De igual manera, el porcentaje de acierto es alto. Lo que hace el clasificador confiable. Las 

dos categorías que presentan mayor confusión es Maduro y Maduro-Sobremaduro.  

 

5.3 Random Forest 

 

Los métodos basados en árboles dividen el espacio muestral a partir de criterios, esto les 

permite identificar la clasificación de una observación dependiendo del espacio donde se 

encuentran. Los métodos basados en un único árbol tienen una muy buena interpretación 

debido a las características de las ramas pueden leerse y describir la región de clasificación. 

Por otro lado, los métodos que combinan árboles, mejoran drásticamente su rendimiento de 

predicción, sacrificando la interpretabilidad del modelo.  

En este proyecto se utiliza el modelo de Random Forest. En este modelo se realizan varios 

árboles de decisión en muestras de entrenamiento, pero al momento de realizar el modelo 

solo se usan m variables predictores de todo el set de p variables predictores, escogidos 

aleatoriamente. Luego se hace un promedio de los árboles para determinar la predicción de 

las observaciones. En RF se seleccionan únicamente las m variables debido a que, si se 

encuentran un predictor que influencia en gran parte de la muestra, al momento de realizar el 

modelo muchos de los otros modelos tendrían como criterio principal esa variable. Por otro 

lado, al momento de realizar el promedio, los modelos tendrían una alta correlación. Cuando 

los árboles son creados con menos variables se elimina el factor de correlación entre los 

árboles, por lo tanto se tendrá menos varianza y será menos confiable.  

Para conocer la mejor configuración de los hiperparámetros se realizan las pruebas con 500 

árboles y obtener el número de predictores empleados que minimice el error. La gráfica (5) 

muestra la relación para obtener el mínimo error. 



 

Gráfica 5 Número de predictores empleados vs error out of bag 

  

De acuerdo a lo anterior, la cantidad de parámetros que minimiza el error es 64 parámetros.  

Para conocer número óptimo de observaciones mínimas que deben contener los nodos 

terminales, se realiza una gráfica que relacione la cantidad de observaciones por nodo 

terminal y el error. La gráfica 6 muestra la relación del hiperparámetro 

 



 

Gráfica 6 Cantidad de observaciones vs error out of bag 

 

De acuerdo a lo anterior se observa que el mínimo número de observaciones que deben tener 

los nodos terminales es 2.  

El siguiente hiperparámetro para construir el modelo RF es el número de árboles del modelo, 

para esto, se construye la gráfica 7, que ilustra la evolución del error out of bag y el número 

de árboles.  



 

Gráfica 7 Evolución del error out of bag en función de la cantidad de árboles 

  

Como se puede observar, la cantidad de árboles que minimiza y estabiliza el error out of bag 

es cercano a 300, por lo que este número será utilizado en el modelo.  

Una vez se tienen los hiperparámetros configurados, se usa el conjunto de imágenes de  

pruebas, obteniendo la tabla 4, que muestra la matriz de confusión. 

  Valor Predicho 

  
Verde 

Verde-

Maduro 
Maduro 

Maduro-

Sobremaduro 
Sobremaduro 

Verde 9 1 0 0 0 

Verde-

Maduro 
0 8 2 0 0 

Maduro 0 1 7 2 0 

Maduro-

Sobremaduro 
0 0 1 8 1 

Sobremaduro 0 0 0 0 10 

Tabla 4 Matriz de confusión modelo Random Forest. 



 

De acuerdo a lo anterior, se alcanza un porcentaje de acierto de 84%, obteniendo un resultado 

de 16% de error de acierto de clasificación.  

Comparación de Modelos 

 

El desempeño de la clasificación se puede verificar con los indicadores de Proporción de 

verdaderos positivos, con el cual se puede medir la efectividad del clasificador, y la 

proporción de verdaderos negativos, que nos muestra la especificidad del clasificador. 

 Proporción de verdaderos positivos: 𝑃𝑉𝑃 =  𝑉𝑃/ (𝑉𝑃 + 𝐹𝑁). (Efectividad). 

 Proporción de verdaderos negativos: 𝑃𝑉𝑁 =  𝑉𝑁/ (𝑉𝑁 + 𝐹𝑃). (Especificidad). 

El espacio ROC (Receiver Operating Characteristic) define un sistema de coordenadas 

usadas para visualizar el desempeño del clasificador. Las curvas ROC presentan el 

compromiso entre efectividad y especificidad del clasificador, un aumento en la sensibilidad 

está acompañado por un decremento en la especificidad. Es decir, las curvas ROC muestran 

la relación entre las muestras clasificadas adecuadamente  (PVP, Proporción de Verdaderos 

Positivos) y las muestras que no pertenecen a la clase pero se clasificaron como si lo fueran 

(PFP Proporción de Falsos Positivos). En el espacio ROC la PFP se dibuja como variable 

independiente y la PVP como variable dependiente. Cada clasificador es representado por el 

punto (PFP, PVP). 

Para dibujar la curva ROC se construye la línea convexa formada por los puntos (PFP, PVP) 

de los clasificadores que se estén evaluando (𝑃𝐹𝑃 = 1 − 𝑃𝑉𝑁), junto con los puntos de los 

clasificadores triviales (0,0) y (1,1). La curva más cercana a los bordes izquierdo y superior 

en el espacio ROC, es la prueba más acertada porque significa que hay mayor acierto. La 

curva que más se acerque a la diagonal de 45 grados en el espacio ROC, es la prueba menos 

acertada. El mejor sistema de entrenamiento es el que produce un conjunto de clasificadores 

que maximice el área bajo la curva. 

La gráfica 8 muestra las curvas ROC para cada uno de los clasificadores.  



 

Gráfica 8 Curva ROC para cada uno de  los clasificadores 

 

En una gráfica ROC el mejor clasificador es aquel que presenta un área bajo la curva igual a 

1 mientras que el peor 0.5. En éste caso, como se puede observar en la gráfica 8 el área bajo 

la curva del clasificador usado con la red convolucional es de 0.9405 que corresponde a un 

valor cercano al ideal, mostrando un buen compromiso entre efectividad y especificidad del 

clasificador implementado. Cabe anotar que esta metodología es la que mayores recursos 

computacionales utiliza.  

 

Una relación adecuada entre efectividad y especificidad, permite evaluar la generalidad del 

clasificador, es decir, que clasifique adecuadamente tanto las muestras usadas en el 

entrenamiento y prueba así como las muestras nuevas o muestras con algún tipo de error, es 

por esto que el segundo mejor comportamiento es el clasificador de RF, alcanzando un área 

bajo la curva de 0,8376, que aunque presenta un margen de error alto, presenta un buen 

comportamiento para identificar las cinco clases en que cae el RFF. Por último, la red 

neuronal con 15 neuronas en una capa oculta y 5 neuronas en la capa de salida y una capa el 

que presenta un resultado aceptable, ya que el área bajo la curva es de 0,7502. 



 

 

5.4 Predicción de contenido de aceite 

 

Los valores dominantes del tono de acuerdo a la proporción de pixeles para cada una de las 

imágenes fueron registrados en un vector, el cual se comparó con el contenido de aceite del 

mesocarpio obtenido de las pruebas de laboratorio. La relación de estas variables se ilustró 

mediante el análisis de la línea de tendencia polinómica de segundo orden.   

La gráfica 9 muestra la gráfica de la relación entre el contenido de aceite de mesocarpio y 

sus respectivos valores digitales de la tonalidad 

 

Gráfica 9 Predicción contenido de aceite 

Los resultados muestran que el valor del matiz de la imagen FFB fue altamente significativo 

para determinar el contenido de aceite de la fruta de la palma de aceite.  

𝑦 =  0,000002𝑥2 −  0,0008𝑥 +  0,241  

𝑅2  =  0.72 

Donde 𝑦 =  𝑐𝑜𝑛𝑡𝑒𝑛𝑖𝑑𝑜 𝑑𝑒 𝑎𝑐𝑒𝑖𝑡𝑒 𝑑𝑒 𝑚𝑒𝑠𝑜𝑐𝑎𝑟𝑝𝑖𝑜, 𝑥 =  𝑣𝑎𝑙𝑜𝑟 𝑑𝑒 𝑇𝑜𝑛𝑜, 𝑅2  =

 𝑐𝑜𝑒𝑓𝑖𝑐𝑖𝑒𝑛𝑡𝑒 𝑑𝑒 𝑑𝑒𝑡𝑒𝑟𝑚𝑖𝑛𝑎𝑐𝑖ó𝑛. El valor de 𝑅2  =  0.72 fue aceptable y mostró una alta 

correlación entre el valor del tono y el contenido de aceite de FFB. El contenido de aceite de 
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las frutas aumentó al aumentar el valor del matiz de la imagen de la piel de la fruta. El 

contenido de aceite de mesocarpio será máximo a un promedio del 25%. 

 

5.5 Predicción de Nivel de Acidez. 

 

Realizando la misma metodología para la predicción del contenido de aceite, la gráfica 10, 

muestra la relación entre el valor de tonalidad dominante y el nivel de acidez del fruto de 

aceite.  

 

 

Gráfica 10 Predicción de nivel de acidez 

 

Los resultados muestran que el valor del matiz de la imagen FFB fue poco relacionado para 

determinar el contenido de aceite de la fruta de la palma de aceite.  

𝑦 =  0,0000005𝑥2 −  0,0002𝑥 +  0,0426  

𝑅2  =  0.2812 

Donde 𝑦 =  𝑐𝑜𝑛𝑡𝑒𝑛𝑖𝑑𝑜 𝑑𝑒 𝑎𝑐𝑒𝑖𝑡𝑒 𝑑𝑒 𝑚𝑒𝑠𝑜𝑐𝑎𝑟𝑝𝑖𝑜, 𝑥 =  𝑣𝑎𝑙𝑜𝑟 𝑑𝑒 𝑇𝑜𝑛𝑜, 𝑅2  =

 𝑐𝑜𝑒𝑓𝑖𝑐𝑖𝑒𝑛𝑡𝑒 𝑑𝑒 𝑑𝑒𝑡𝑒𝑟𝑚𝑖𝑛𝑎𝑐𝑖ó𝑛. El valor de 𝑅2  =  0.2812 es poco aceptable y mostró 

muy baja correlación entre el valor del tono y el nivel de acidez del aceite del RFF.  
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6. Conclusiones 

 

En este proyecto se elaboró un análisis no destructivo mediante algoritmos de aprendizaje 

computacional para evaluar la madurez y la calidad de los RFF de palma de aceite para su 

aplicación en campo. En esta investigación el uso del modelo de color HSI para correlacionar 

la madurez de RFF con el contenido total de aceite en el racimo de fruta mostró que las 

diferencias biológicas influyen significativamente en los cambios de color durante la 

maduración de RFF. 

 

La capacidad de identificar correctamente la madurez fisiológica y la madurez de la cosecha 

de los frutos de palma por sus características fenológicas asegurará una cosecha oportuna 

para evitar el corte de frutas poco maduras o demasiado maduras. Cenipalma ha publicado 

un manual de calificación de frutos de palma aceitera que describe 5 clasificaciones para 

calificar la madurez y la calidad de RFF. Sin embargo, los métodos de calificación de RFF 

son todavía muy subjetivos, es decir, dependen del juicio, la experiencia y la habilidad de 

una persona. Además, los métodos no proporcionan información cuantitativa sobre el aceite 

en el RFF. El método que se presenta en este documento permite una detección rápida de la 

madurez de RFF y lo relaciona con el contenido de aceite en el RFF y, en consecuencia, la 

cantidad de aceite que se puede extraer de una carga o lote de RFF, como solo toma unos 

segundos capturar las señales, el sistema podría ser incorporado para el monitoreo en línea 

de la madurez de RFF y el contenido de aceite de los mismos. 

 

La metodología propuesta permite clasificar los RFF en diferentes categorías de maduración. 

Esta tecnología puede integrarse en una planta de beneficio de palma de aceite para ayudar 

no solo a producir aceite de palma crudo de mayor calidad, sino también a reducir sus costos 

de mantenimiento. Habrá también beneficios para la salud, resultantes de la mejor calidad 

del aceite de palma crudo. Una implementación bien planificada y sistemática de esta 

tecnología dará lugar a un aumento de la tasa de extracción de aceite, que son los objetivos 

nacionales de los países productores de aceite de palma. 

 



El modelo de contenido de aceite del mediante el procesamiento de imágenes logró un 

desempeño aceptable. El coeficiente de determinación del modelo 𝑅2  =  0.72.  

 

El modelo de ácidos grasos libres logró un desempeño deficiente. El resultado bajo en el 

coeficiente de determinación del modelo  𝑅2  =  0.28 en cuanto a calibración que el modelo 

de regresión polinómica fue menos apto para aplicarse en la determinación del nivel de ácidos 

grasos dentro de este análisis. 

 

 

7. Trabajo Futuro 

 

Para trabajos futuros se puede implementar esta metodología como estándar para la medición 

de la calidad de acuerdo al color y fenología del racimo. El procesamiento de imágenes 

también puede ser usado para detección de enfermedades y pestes en sus etapas que afecten 

el cultivo de palma. De igual manera, la implementación de estas metodologías va a permitir 

dimensionar y direccionar los recursos tal como las cuadrillas de cosecha, tractores y mallas 

hacia los lotes con mayor proporción de RFF en estado de maduración, Además, 

incrementará la productividad del cosechero. En adición a esto, en los lotes que no tengan la 

suficiente cantidad, los trabajos direccionados pueden ser de mantenimiento, censo de 

enfermedades y fertilización. 

 

La herramienta de decisión puede ser implementada en cada uno de los puntos de inspección 

de calidad, tal como el punto de acopio y la tolva de alimentación de la planta de beneficio. 

Esto permitirá la evaluación rápida del fruto que ingresa a las autoclaves y estimar la calidad 

del aceite además de mantener la trazabilidad de la calidad del aceite para los diferentes lotes.  
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